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Vorwort

Dieses Buch handelt von adaptiven Systemen. Die Parameter dieser Systeme
verdandern sich unter dem Einflul von Daten, welche ,,von auflen“ vorgegeben
werden. Der genaue Endzustand des Systems ist im Voraus nicht bekannt. Er
entwickelt sich vielmehr durch einen Prozefl der Selbstorganisation, bei dem sich
die vielen dhnlichen ,Einheiten“, aus denen das System besteht, gegenseitig
beeinflussen kénnen. Oft ist der Einflulbereich jeder Einheit beschrinkt auf
eine kleine Anzahl von benachbarten Einheiten.

Die Einzelheiten des Selbstorganisationsprozesses entziehen sich einer zen-
tralen Planung vollig. Zum einen ist der Anfangszustand des Systems in der
Regel zufillig. Dariiberhinaus unterliegen die Systemparameter und die préisen-
tierten Daten einer statistischen Unschérfe, welche eine streng deterministische
Fortrechnung des Systems verhindert.

Ein Beispiel fiir ein System mit solchen Eigenschaften ist das 6konomische
Gefiige eines Staates. Trotz mehrerer Versuche, die es in dieser Richtung gege-
ben hat, 148t sich eine Volkswirtschaft offenbar nicht zentral planen.

Wie lassen sich dann iiberhaupt komplexe selbstorganisierende Systeme be-
einflussen, oder sogar steuern? Die Interaktionen zwischen den Bestandteilen
(oder Einheiten) des Systems héngt oft von globalen Parametern ab, die von au-
Ben vorgegeben und verdndert werden konnen. Auch die grundsétzliche Struk-
tur des Systems, die bestimmt, welche Einheit mit welchen anderen Einheiten
interagiert, 14t sich vorgeben oder zumindest bestimmten Randbedingungen
unterwerfen. Auf diese Weise wird ein Rahmen geschaffen, innerhalb dessen die
Selbstorganisation ablauft.

Im Beispiel des Wirtschaftsgefiiges wéren globale Parameter Leitzinsséitze
oder Steuersitze. Eine gewisse Strukturierung, die bestimmt, wer mit wem be-
nachbart ist und daher interagiert, ergibt sich aus der Topographie des Staates.
Fiir Informationsaustausch gelten dabei (beeinfluit z.B. durch das Internet)
ganz andere Nachbarschaftsbeziehungen als fiir Warenaustausch.

In bestimmten Situationen, etwa, wenn es eine hohere Einsicht erfordert,
kann es durchaus sinnvoll sein, von auflen in das selbstorganisierende System
einzugreifen. Dies kann dazu dienen, das System aus einer Zwangslage zu befrei-
en, die es wegen der lokalen Sichtweise seiner Einheiten nicht selbst verlassen
kann. Solche Eingriffe konnen jedoch unvorhergesehene Konsequenzen haben
(sie sind das einzige Werkzeug, das bei einem zentral gesteuerten System zur
Verfiigung steht) und sollten daher die Ausnahme von der Regel sein. Nach
einem derartigen Eingriff re-organisiert sich das System durch eine Reihe von
Interaktionen seiner Einheiten. Der Erfolg oder Miflerfolg des Eingriffs stellt

i



iv VORWORT

sich erst dann heraus, wenn sich wieder ein Gleichgewichtszustand des Systems
gebildet hat.

Ich hoffe, dal die Leserin bzw. der Leser an etlichen Stellen des folgenden
Textes den Bezug der dargestellten Verfahren zu den obigen Absétzen erkennen
wird und damit auch die Méchtigkeit des Prinzips der Selbstorganisation. Das
ist das Hauptanliegen dieses Buches.
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Kapitel 1

Neuronale Netze und Lernen

1.1 Neuronale Netze

Die sogenannten ,neuronalen Netze“ oder auch ,kiinstlichen neuronalen Net-
ze* sind eine Gruppe von Verfahren, die schon mehrere Hohen (insbesondere
die frithen sechziger Jahre und die spéten achtziger Jahre) und Tiefen (die
siebziger Jahre und frithen achtziger Jahre) erlebt haben. Vermutlich ist die
reiflerische Bezeichnung mit ein Grund dafiir, dafl an dieses Gebiet mehr Hoff-
nungen gekniipft wurden als an vergleichbare Gebiete aus der Mathematik oder
der Statistik. Dies hat immer wieder zu Erniichterung gefiihrt, wenn die Gren-
zen einzelner Verfahren deutlich wurden. In den letzten Jahren hat jedoch eine
gewisse Konsolidierung stattgefunden, die sich sich darin duflert, dal der Begriff
neuronale Netze nicht mehr so sehr in Produktwerbungen auftaucht, sondern
eher als eine Informationsverarbeitungstechnik unter anderen akzeptiert wird.
Auch ist einiges zur theoretischen Fundierung der Methoden getan worden, wie
unter anderem das Erscheinen mehrerer ausgezeichneter Uberblicksmonogra-
phien zeigt [Haykin, 1994; Bishop, 1995; Ripley, 1996].

Es gibt eine grofle Anzahl von Verfahren, die den neuronalen Netzen zuge-
ordnet werden, so daf3 eine prizise Definition des Begriffes nicht leicht ist. Viele
Verfahren besitzen jedoch die folgenden Merkmale:

e Eine grofie Anzahl identischer Berechnungseinheiten wird verwendet.

e Zwischen den Berechnungseinheiten existieren (oftmals gewichtete) Ver-
bindungen.

e Die Parameter der Verfahren werden schrittweise und unter Verwendung
von Trainingsdaten adaptiert.

e Die Ausgabewerte der einzelnen Einheiten werden nichtlinear aus den
Eingabewerten berechnet.

Der Zusammenhang zwischen neuronalen Netzen und echten Nervensyste-
men ist bei den meisten Verfahren schwach oder nur auf einem sehr hohen Ab-
straktionsniveau zu erkennen. Natiirlich besteht auch das menschliche Gehirn
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aus vielen untereinander sehr dhnlichen Zellen, und es gibt eine erhebliche An-
zahl von Verbindungen, deren Stérke sich durch Sinneserfahrungen veréndern
kann (,synaptische Plastizitat“). Vergleicht man jedoch die komplexen chemi-
schen und elektrischen Vorgénge, die sich an einer einzelnen Synapse abspielen
mit der Schlichtheit eines typischen formalen Neurons, so wird schnell klar, dafl
letzteres nur ein schwaches Zerrbild seines natiirlichen Pendants sein kann. Es
wird allerdings vielfach angenommen (oder erhofft), dal man beobachtete kol-
lektive Phénomene auf der Ebene von Zellverbinden auch ohne die biologisch
detaillierte Modellierung jedes Neurons reproduzieren kann.

Ein zentrales Forschungsgebiet sind dabei Modelle, die die Selbstorganisa-
tion von Verbindungsstrukturen im Gehirn erkldren. Elementare Betrachtungen
iiber die Anzahl der vorhanden Verbindungen und die dafiir verfiigbare Infor-
mationskapazitit der genetischen Erbinformation lassen keinen Zweifel daran,
dafl der weitaus grofite Teil dieser Strukturen nicht genetisch festgelegt wird,
sondern sich durch Selbstorganisationsprozesse in frithen Entwicklungsphasen
herausbildet.

Neben ihrer Rolle fiir die Hirnforschung haben die neuronalen Netze in den
letzten Jahren einen festen Platz in einer Reihe von Anwendungsgebieten er-
obert. Bei vielen existierenden Anwendungen geht es um Signalverarbeitung,
speziell um Mustererkennung (z.B. akustische Qualitéitskontrolle von Motoren)
oder Prozefisteuerung (z.B. Steuerung der Walzkrifte bei der Stahlherstellung).
Eine Anwendung im Umweltbereich ist die Prognose von Ozonkonzentrationen
in Bodennédhe. Auch Anwendungen in nichttechnischen Bereichen existieren, wie
z.B. dem Bankwesen, wo neuronale Netze unter anderem fiir die Kreditwiirdig-
keitsbeurteilung von Kunden oder die Vorhersage von Aktienindizes eingesetzt
werden.

Ein Vorteil, den neuronale Netze gegeniiber manch anderen Verfahren ha-
ben, ist ihre Adaptivitit (auch als Lernfihigkeit bezeichnet). Diese Adaptivitét
macht es den Netzen moglich, ihre Parameter mithilfe von préisentierten Bei-
spieldaten selbst zu bestimmen und versetzt sie auch in die Lage, sich Verdnde-
rungen in den Daten anzupassen. Viele konventionelle Verfahren sind auflerdem
linear und daher nur bedingt geeignet fiir inhérent nichtlineare Probleme. Neu-
ronale Netzmodelle sind in der Regel nichtlinear und damit prinzipiell in der
Lage nichtlineare Zusammenhinge zu modellieren.

1.2 Lernen — momentan oder statistisch?

Genau wie der Begriff ,Neuronale Netze“ selbst ist der Begriff ,Lernen oft
mit einer Reihe von Vorstellungen verbunden, die sehr hohe Erwartungen an
»lernende Systeme* begriinden. In diesem Buch schliefle ich mich der folgenden,
eher niichternen, Definition an:

A learning machine is any device whose actions are influenced by
past experiences.

Nils Nilsson
Learning Machines
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Man beachte, dafl diese Definition keinerlei Implikationen iiber kognitive
Vorginge macht und bei der ,,Lernmaschine“ kein Verstédndnis des gelernten
Zusammenhangs oder der Problemstellung voraussetzt. Ein simpler gleitender
Durchschnitt, der fiir eine bestimmte Zeitreihe wie etwa den Deutschen Ak-
tienindex (DAX) jeweils das arithmetische Mittel der letzten 50 Werte ausgibt
(siehe Abbildung 1.1), ist nach dieser Definition schon eine Lernmaschine. Zwei-
fellos werden seine Aktionen (die jeweils angezeigten Durchschnittswerte) von
seinen Erfahrungen (den bisher aufgetretenen Werten der Zeitreihe) beeinflufit.
Ein derartiges System markiert eher das untere Ende der Komplexititsskala
fiir die im weiteren dargestellten Verfahren. Trotzdem enthélt es schon wichtige
Merkmale, welche auch etliche der spéter untersuchten Modelle kennzeichnen.
Eines dieser Merkmale ist, daf} jeder einzelne neu auftretende Datenwert (je-
de ,Erfahrung“) die Ausgabe (oder auch das ,Verhalten“) des Systems nur
geringfiigig beeinfluflt. Dies ist kennzeichnend fiir das sogenannte statistische
Lernen, auf das sich dieses Buch konzentriert. Es besteht in der Auswertung
einer groflen Anzahl von Beispiel- oder Trainingsdaten. Aus diesen werden im
Laufe der Zeit bestimmte Parameter extrahiert, die das Verhalten des lernenden
Systems beeinflussen. Ein Bereich, bei dem man annehmen kann, daf} statisti-
sches Lernen auch beim Menschen eine Rolle spielt, ist das Einiiben komplexer
Bewegungsabliufe wie etwa beim Tennis. Ein Anfinger im Tennisspiel mufi den
Weg des Balls extrem oft verfolgen und seine Bewegungen entsprechend korri-
gieren, bis er es schafft, ihm zugespielte (langsame) Bélle mit einiger Sicherheit
ins (gegnerische) Feld zuriickzuspielen. Die verbale Erklirung oder auch die
einmalige Demonstration durch den Trainer reichen nicht aus, um dieses Ni-
veau zu erreichen. Fiir einen fortgeschrittenen Spieler gilt dhnliches, wenn er
sich das Ziel setzt, ihm schnell zugespielte Bélle prazise auf einen bestimmten
Punkt im gegnerischen Feld zu retournieren. Andere Beispiele fiir iiberwiegend
statistisches Lernen sind das Einiiben von Kampfsportarten, Schreibmaschine
schreiben oder fahrradfahren.

Es gibt allerdings Fille, wo vermutlich eine ganz andere Form des Lernens
stattfindet, die man als momentanes Lernen bezeichnen kénnte. So benotigt
ein Kind, das sich die Finger an einer Herdplatte verbrennt, in der Regel keine
weiteren , Beispiele* mehr, um sich zu merken, daf§ es im Umgang mit dem
Herd lieber vorsichtig ist. Auch miissen wir eine bestimmte Person nicht meh-
rere hundert Male sehen, bevor wir sie wiedererkennen kénnen. Im Gegenteil
reicht normalerweise eine einzige Begegnung, um die Person das néchste Mal
als bekannt einzuordnen (man spricht im Englischen deshalb auch von ,one-
shot learning®). Gerade die Fahigkeit zur zuverldssigen Gesichtserkennung ist
natiirlich extrem wichtig fiir unser gesamtes soziales Leben. Vermutlich nicht
aus Zufall ist ein relativ grofier Teil der menschlichen Hirnrinde speziell diesem
Zweck gewidmet.

Wie schwierig das Erkennen von Gesichtern ist, das wir selbst so gut beherr-
schen, dafl wir es oft gar nicht als Problem wahrnehmen, zeigt sich bei techni-
schen Systemen zur Gesichtserkennung. Einige der Schwierigkeiten, mit denen
diese Systeme zu kdmpfen haben, um z.B. die drei Fotos in Abbildung 1.2 kor-
rekterweise derselben Person zuzuordnen, sind Variationen von einem Bild zum
anderen, beispielsweise in der Beleuchtung, der Pose, der scheinbaren Grofie,



6 KAPITEL 1. NEURONALE NETZE UND LERNEN
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Abbildung 1.1: Aktienindex DAX von 1996 und gleitender 50-Tage Durch-
schnitt. Die 250 Borsentage des Jahres sind fortlaufend dargestellt.

oder der Frisur. Trotz erheblicher Fortschritte auf diesem Anwendungsgebiet
ist die menschliche Fahigkeit zur Gesichtserkennung noch nicht annihernd er-
reicht und es ist unklar, ob dies jemals der Fall sein wird. Es gibt viele weitere
Beispiele von nicht-statistischem Lernen. So reicht uns etwa die aus Biichern
erworbene Information, daf} ein Tiger gefihrlich ist und die Erinnerung an da-
bei gesehene Abbildungen aus, um im Falle einer tatsichlichen Begegnung mit
so einem Tier die Lage als bedrohlich einzustufen. Einem ausschlielich stati-
stisch lernenden System wiirde diese Erkenntnis erst nach etlichen Begegnungen
kommen, sofern es das Gliick hitte, diese alle zu iiberleben.

In diesem Buch soll es ausschliefilich um statistisches Lernen gehen. Die-
se Art von Lernen hat den Vorteil, dafi die betrachteten Systeme relativ ein-
fach sind (verglichen z.B. mit dem visuellen System von Sdugetieren als einem
Beispiel fiir eher nicht-statistisches Lernen). Auflerdem gibt es vergleichbare
Verfahren und geeignete Qualitdtsmafie aus der Statistik, die quantitative Ana-
lysen zulassen. Ein weiterer wichtiger Grund, sich mit statistischem Lernen zu
befassen, ist natiirlich die hohe Anzahl potentieller Anwendungen in den ver-
schiedensten Sektoren.

1.3 Paradigmen statistischen Lernens

Es lassen sich verschiedene statistische Lernparadigmen unterscheiden. In man-
chen Situationen sind die zur Verfiigung stehenden Daten nicht mit Klassen-
bezeichnungen oder zugehorigen Ausgabewerten versehen. In solchen Fillen
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Abbildung 1.2: Drei Bilder der Person Marylin Monroe

spricht man von uniiberwachtem Lernen, da kein ,Lehrer* zur Verfiigung steht,
der zu einem bestimmten Eingabedatum die korrekte oder erwiinschte Ausgabe
bereithélt. Das Resultat eines Lernprozesses kann in diesen Féllen z.B. eine Auf-
teilung der Daten in Gruppen einander dhnlicher Datenpunkte sein (Clustering)
oder eine Schitzung der Wahrscheinlichkeitsdichte, der die Daten gehorchen. Ei-
ne hiufige Problemstellung aus diesem Bereich ist auch die Vektorquantisierung
zum Zwecke der Datenkompression oder -iibertragung. Dabei wird fiir eine aus
Vektoren (z.B. Sprachdaten) bestehende Datenmenge eine wesentlich kleinere
Vektormenge, das sogenannte Kodebuch, bestimmt, das die urspriinglichen Da-
ten moglichst gut reprisentiert. In der Anwendung wird dann anstelle jedes
Datenvektors nur noch der Index des am néchsten liegenden Kodebuchvektors
iibertragen, was im allgemeinen eine erhebliche Kompression bedeutet (aller-
dings verbunden mit einem gewissen Informationsverlust).

Ein weiteres Lernparadigma, das jedoch nicht so verbreitet ist wie das
uniiberwachte Lernen, ist das Verstdirkungslernen (engl. reinforcement lear-
ning). Hierbei geht man davon aus, daff das lernende System fortlaufend Ak-
tionen ausfiihrt, die zunichst ohne jede Riickmeldung bleiben. Von Zeit zu Zeit
jedoch bewertet ein ,Lehrer” die Gesamtleistung des Systems, z.B. durch ein
binires Signal, das die Werte ,gut* und ,,schlecht“ annehmen kann. Das System
kann nun diese Information nutzen, um seine internen Parameter zu adaptie-
ren. Eine Schwierigkeit, die dabei auftritt, ist das sogenannte credit assignment
Problem: es ist prinzipiell unklar, welche der vergangenen Aktionen dazu bei-
getragen haben, daf§ die Bewertung ihren augenblicklichen Wert annahm. Ein
beliebtes Testproblem fiir Verstirkungslernen ist das Balancieren einer Stan-
ge oder auch mehrerer durch Gelenke verbundener Stangen. Einiges Aufsehen
erregte auch das auf Verstdrkungslernen beruhende Backgammon-Programm
TD-Gammon [Tesauro, 1995], welches allein durch Spielen gegen sich selbst
die Spielstirke menschlicher Weltklassespieler erreicht hat. Interessanterweise
war TD-Gammon noch erheblich stérker als das einige Jahre zuvor entwickelte
Neurogammon, welches mittels einer Datenbank von Spielziigen trainiert wor-
den war, die vorher von menschlichen Meisterspielern bewertet wurden. Be-
reits Neurogammon hatte damit einen internationalen Computerwettbewerb
fiir Backgammon gewinnen konnen [Tesauro, 1990].

Das am weitaus meisten verwendete statistische Lernparadigma schliellich
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ist das uberwachte Lernen. Hierbei existiert fiir eine bestimmte Datenmenge zu
jedem Eingabedatum auch die zugehorige Ausgabeinformation. Dies kann im
Fall eines Klassifizierungsproblems eine Klassenbezeichnung sein wie etwa, ,,Mo-
tor defekt“ oder ,Motor nicht defekt“. Bei Regressionsproblemen ist die Ausga-
be kontinuierlich und kann z.B. den DAX-Wert des néchsten Tages oder auch
den Fettanteil in einer gerade mit Ultraschall durchmessenen Schweinehilfte
bedeuten.

In diesem Buch werden sowohl uniiberwachtes als auch tiberwachtes Lernen
behandelt, nicht jedoch Verstirkungslernen, da dies von seinem Ansatz und
den Problemen, fiir die es geeignet ist, zu verschieden von den beiden anderen
Paradigmen ist.
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1.4 Notation

Es wird versucht, in diesem Buch auf eine in sich konsistente Notation zuriick-
zugreifen. Mengen bezeichnen wir stets mit kalligraphischen Buchstaben (z.B.
A, D). Vektoren werden in fetter Schrift dargestellt und stellen grundsitzlich
Spaltenvektoren dar (z.B. w, €). Zeilenvektoren werden als transponiert gekenn-
zeichnet (z.B. wT).

Die wichtigsten Symbole sind die folgenden:

Symbol Bedeutung

c Einheit (auch Neuron oder Knoten) eines vektorbasierten
Netzwerks

Menge aller Einheiten eines Netzwerks

Kardinalitit von A (Netzwerkgrofe)

Dimension des Eingaberaumes

Dimension des Ausgaberaumes/Anzahl der moglichen Klas-
sen

232>

¢ Eingabesignal aus R"

¢ Ausgabesignal aus R™

¢ Ausgabesignal aus R

¢! i-ter Zielvektor aus R™

¢t i-tes 1-dimensionales Ausgabesignal R

¢ i-ter Eingabevektor aus D

(€°,¢")  (Ein/Ausgabepaar fiir iiberwachtes Lernen

D finite Menge von Eingabevektoren (fiir uniiberwachtes Ler-

nen) oder von Ein-/Ausgabeparen (fiir iiberwachtes Lernen)
M Kardinalitdt von D (Grofie der Datenmenge)
W, Referenzvektor der Einheit ¢
C Menge der topologischen Verbindungen (Kanten)

zwischen den Netzwerkknoten

Re Voronoimenge von ¢

Ve Voronoigebiet der Einheit ¢

p(€) Wahrscheinlichkeitsdichte an der Stelle &

s(€) Gewinnereinheit beziiglich des Eingabesignals &
E() Erwartungswertoperator

E[] Fehlermaf

N Menge der direkten topologischen Nachbarn der Einheit c.
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Kapitel 2

Vektorbasierte Neuronale
Netze — Grundlagen

Die im folgenden eingefiihrten Bezeichnungen und Definitionen gelten fiir alle
in diesem Buch behandelten Verfahren und sind wichtig fiir das Verstindnis der
spateren Kapitel.

2.1 Netzwerkstruktur

Vektorbasierte neuronale Netze sind dadurch gekennzeichnet, daf ihr jeweiliger
Zustand wesentlich durch eine Anzahl von n-dimensionalen Vektoren beschreib-
bar ist, wobei n die Dimension des Eingaberaums ist. Diese Vektoren werden
als Referenzvektoren bezeichnet. Jedes Netzwerk besteht aus einer Menge

A={cy,...,en}

von N formalen Neuronen (auch Einheiten genannt). Jeder Einheit ¢ € A ist
der Referenzvektor
we. € R" (2.1)

zugeordnet, der die Position dieser Einheit im Eingaberaum R™ darstellt. Eine
andere Interpretation von w, wére der Prototyp fiir die Eingabesignale, durch
welche die Einheit ¢ maximal aktiviert wird.

Es gibt eine (moglicherweise leere) Menge

CCcAxA

von Verbindungen zwischen den Einheiten des Netzwerks. Diese Verbindungen
sind symmetrisch, d.h. es gilt

(i,§) € C <= (4,1) €C.

Im Gegensatz zu den Verbindungen, die bei mehrlagigen Perzeptrons verwendet
werden (siehe dazu Kapitel 4), sind diese Verbindungen nicht gewichtet. Thr
einziger Zweck ist die Definition einer topologischen Struktur, die einige Modelle
verwenden, um die Adaption des Gewinners (siehe unten) auf in der Struktur
benachbarte Einheiten auszudehnen.

11
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Fiir eine Einheit ¢ bezeichnen wir mit N, die Menge ihrer direkten topolo-
gischen Nachbarn:

N. = {i € A|(c,i) € C}. (2.2)

2.2 Trainingsdaten

Die Trainingsdaten, die dem Netzwerk prisentiert werden, liegen entweder vor
als kontinuierliche Wahrscheinlichkeitsverteilung mit der Wahrscheinlichkeits-
dichte

p(€), £ €R"

oder als endliche Menge
D= {¢', ... M}, ¢ e R™ (2.3)

Den ersteren Fall kann man auch interpretieren als unendlich grofie Datenmen-
ge. Es gibt einige Verfahren (z.B. LBG, siehe Abschnitt 6.1), die nur fiir eine
endliche Datenmenge anwendbar sind.

2.3 Der Gewinner

Fiir ein gegebenes Eingabesignal £ ist der Gewinner s(§) definiert als diejenige
Einheit, die den néichstgelegenen Referenzvektor hat:

s(§) = arg min ¢ 4[|§ — well. (2.4)

Als Vektornorm || - || wird die Euklidische Vektornorm verwendet. Fiir jedes
Eingabesignal £ existiert definitionsgemifl genau ein Gewinner. Falls mehrere
Einheiten ¢; aus A den gleichen minimalen Abstand zu € besitzen, wird die
mit dem kleinsten Index ausgewéhlt und zum Gewinner erklirt. Dafiir nehmen
wir auf der Indexmenge eine beliebige Ordnung an. Eine andere prinzipielle
Moglichkeit wére, fiir Referenzvektoren und Eingabesignale generelle Positio-
nen im R" zu postulieren und die obengenannte Situation damit explizit aus-
zuschlieflen.

Zur Vereinfachung der Notation bezeichnen wir den Gewinner in bestimmten
Fillen einfach nur mit s (unter Weglassung der Abhingigkeit von £). Wenn
nicht nur der Gewinner, sondern auch weitere Einheiten in der Ndhe von & von
Interesse sind, bezeichnen wir mit s; die i-néchste Einheit (s ist der Gewinner,
s9 ist die zweitnédchste Einheit, u.s.w.).

2.4 Voronoi-Tessellation und Delaunay-Triangulation

Fir viele Aspekte vektorbasierter neuronaler Netze sind zwei fundamentale
und eng miteinander verbundene geometrische Konzepte von Bedeutung: Die
Voronoi-Tessellation und die Delaunay-Triangulation (siche Abbildung 2.1).
Wenn eine Menge von Vektoren wy, ..., wy in R” gegeben ist, dann ist das
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c)

Abbildung 2.1: a) Punktmenge in R2, b) korrespondierende Voronoi-
Tessellation, ¢) korrespondierende Delaunay-Triangulation.

Voronoigebiet V; eines Elementvektors w; definiert als die Menge derjenigen
Punkte aus R", fiir die w; der néichste Vektor ist:

Vi={€ € R"[i =arg minjcry  ny[[€ — will}.

Wie schon bei der Definition des Gewinners ordnen wir Datenvektoren, die
mehrere nichste Referenzvektoren haben, dem Referenzvektor zu, der den klein-
sten Index besitzt. Jedes Voronoigebiet ist eine konvexe Region des R", d.h. es
gilt

€' eVingeV) = (E'+aE®-€YeV) firaeR0<a<l.

Die durch alle Voronoigebiete gebildete Partition des R™ wird Voronoi-
Tessellation genannt (manchmal auch Dirichlet-Tessellation). Effiziente Verfah-
ren zur Berechnung der Voronoi-Tessellation sind nur fiir zwei-dimensionale Da-
ten bekannt [Preparata & Shamos, 1990; Mehlhorn, 1984]. Das Konzept selbst
ist jedoch iibertragbar auf beliebige Dimensionen.

Verbindet man alle Paare von Vektoren, deren Voronoigebiete eine gemein-
same Kante aufweisen, so erhélt man einen speziellen Graphen, die Delaunay-
Triangulation. Wie jede n-dimensionale Triangulation besteht auch die Delaunay-
Triangulation aus n-dimensionalen Simplices (jeder Simplex bestehend aus n+1
Knoten mit vollstandiger Verbindung). Sie ist aber gegeniiber anderer Trian-
gulationen ausgezeichnet dadurch, daf} sie die einzige Triangulation ist, bei der
die umschlieflende Hypersphere fiir jedes Simplex nur die Ecken des Simplex
enthilt und keine anderen Elemente der gegebenen Vektormenge. Von Omo-
hundro [1990] wurde auflerdem bewiesen, dafi die Delaunaytriangulation dieje-
nige Triangulation ist, die optimal fiir Funktionsinterpolation geeignet ist. Eines
der im folgenden dargestellten Verfahren, die Hebb’sche Wettbewerbslernregel
(Abschnitt 8.2), generiert einen Untergraph der Delaunaytriangulation der im
wesentlichen beschrankt ist auf die Gebiete des R", die Eingabedaten enthalten,
wo also gilt, daf p(&) > 0.

Wir definieren zur Vereinfachung einiger Formulierungen das Voronoigebiet
V. einer Einheit ¢, ¢ € A, als das Voronoigebiet ihres Referenzvektors:

Ve ={§ € R"[5(§) = ¢} (2.5)
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a) Eingabedaten b) Voronoitessellation

Abbildung 2.2: Eine Menge D von Eingabedaten ist dargestellt (a) und die
Voronoitessellation, die sich ergibt, wenn eine Menge von Referenzvektoren im
Eingaberaum positioniert wird (b). Fiir jede Einheit ¢ € A enthilt die Voro-
noimenge R. genau die Datenpunkte aus D, die in dem Voronoigebiet V, der
Einheit ¢ liegen.

Weiterhin bezeichnen wir im Falle einer endlichen Datenmenge D die Menge
R. aller Datenvektoren aus D, fiir die die Einheit ¢ Gewinner ist, als Voronoi-
menge von c:
Re={£ € D|s(§) =c}. (2.6)
Die Voronoimenge von c¢ enthélt genau diejenigen Datenpunkte aus D, die im
Voronoigebiet V. von ¢ liegen. Da es fiir jeden Datenvektor einen eindeutigen
Gewinner gibt, bilden die Voronoimengen eine Partition von D, d.h.,

U R =D, (2.7)
ceA

und
RiﬂR]‘=® fir 4,7 € A und i # j.

In Abbildung 2.2 ist fiir eine gegebene Datenmenge D und eine Menge von
Referenzvektoren die resultierende Partition von D in Voronoimengen gezeigt.

Voronoigebiet und Voronoimenge sind wichtig fiir die Charakterisierung des
Erwartungswertes der Signale, fiir die eine bestimmte Einheit ¢ Gewinner ist.
Im Falle einer kontinuierlichen Wahrscheinlichkeitsverteilung ist dieser bedingte
Erwartungswert, welcher gleichzeitig der Zentroid oder Massenschwerpunkt der
Wahrscheinlichkeitsdichte p(&€) im Voronoigebiet V. ist, gegeben als

_ Jy.p(€)€dE
B TRTT:
und im Falle einer endlichen Datenmenge D als
E(¢lE € R,) = Leer, P()E (2.8)

B dech(ﬁ) .
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Abbildung 2.3: Bedingte Erwartungswerte fiir das nichste Eingabesignal (Zen-
troide der Wahrscheinlichkeitsdichte im jeweiligen Voronoigebiet). Die fett ge-
zeichneten Punkte sind die augenblicklichen Referenzvektoren. Die angehéing-
ten Segmente deuten auf den bedingten Erwartungswert fiir das néichste Ein-
gabesignal der jeweiligen Einheit. a) Endliche Datenmenge D mit gleichwahr-
scheinlichen Elementen, generiert aus einer Wahrscheinlichkeitsverteilung mit
ringformiger Struktur. Die Erwartungswerte sind exakt berechnet geméiff Glei-
chung (2.9). b) Kontinuierliche Gleichverteilung in einem kreisformigen Gebiet.
Die Erwartungswerte sind angenédhert durch Auswertung von 100.000 zufillig
generierten Eingabesignalen.

Fiir den oft gegebenen Fall, daf} alle Elemente der Menge D gleichwahrscheinlich
sind, vereinfacht sich Gleichung (2.8) zu

PR3 (2.9)

Abbildung 2.3 illustriert an zwei Beispielen die bedingten Erwartungswerte
fiir das jeweils nichste Eingabesignal.

Die genannten Erwartungswerte geben bei den spéter behandelten Lern-
verfahren die zu erwartende Richtung der Adaption an. Bei einigen Verfahren
(LBG und LBG-U) werden die Erwartungswerte auch direkt verwendet als neue
Positionen der Referenzvektoren.

2.5 Aktivierungsfunktionen

Manchmal ist es sinnvoll, eine weniger harte Entscheidung zu treffen, als sie
das Feststellen eines einzigen Gewinners darstellt. In solchen Féllen wird oft
fir jede Einheit des vektorbasierten neuronalen Netzwerks eine kontinuierli-
che Aktivierung berechnet, die von der Entfernung zwischen Eingabevektor und
Referenzvektor abhingt und in der Regel auch von weiteren Parametern. Der
Bereich des Eingaberaumes, aus dem diejenigen Signale stammen, welche bei
einem Neuron eine (wesentliche) Aktivierung hervorrufen, wird Aktivierungs-
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region' genannt. Eine oft verwendete Aktivierungsfunktion bei vektorbasierten
neuronalen Netzen ist die Gaufi’sche Glockenkurve. Die Aktivierung fiir die
Einheit ¢ hat dabei die Form

— w.lI?
D.(€) = exp (— u) . (2.10)

2
202

Der Breitenparameter o, gibt die Ausdehnung der Glockenkurve fiir die Ein-
heit ¢ an. Ein gegebenes Eingabesignal € bewirkt fiir alle Einheiten des Netz-
werks eine von Null verschiedene Aktivierung (es gelte stets o > 0). Allerdings
sind in der Regel nur wenige Einheiten stark aktiviert.

Wenn alle Einheiten den gleichen Breitenparameter ¢ haben, dann ist von
zweil beliebigen Einheiten diejenige stirker aktiviert, die niher am Eingabesi-
gnal liegt. In diesem Fall ist der Bereich des Eingaberaums, fiir den eine be-
stimmte Einheit ¢ am stirksten von allen aktiviert ist, im wesentlichen? ihr
Voronoigebiet.

Variiert der Parameter ¢ von Einheit zu Einheit, ist nicht mehr allein die
Distanz zwischen Eingabesignal £ und Referenzvektor w. entscheidend sondern
vielmehr der Quotient aus dieser Distanz und dem Wert o.. Eine einfache Be-
ziehung zu den Voronoigebieten existiert dann nicht mehr.

'Das Aquivalent aus der Biologie wiire das rezeptive Feld einer Nervenzelle, also z.B. der
Bereich der Retina (Netzhaut), auf den ein Lichtreiz fallen muf}; um ein bestimmtes Neuron
in der primaren Sehrinde zu aktivieren.

2Fiir ¢ — 0 konvergiert der Bereich, in dem eine Einheit ¢ mehr als alle anderen Einheiten
aktiviert ist, genau gegen ihr Voronoigebiet V..



Kapitel 3

Datenvorverarbeitung

Vektorbasierte neuronale Netze setzen die Existenz einer n-dimensionalen Wahr-
scheinlichkeitsverteilung

p(€),§ €R"

oder einer endlichen Datenmenge aus n-dimensionalen Vektoren
D={¢',... M}, ¢ eRrn (3.1)

voraus. Diese Trainingsdaten fallen in der Regel nicht ,vom Himmel“, sondern
entstehen durch einen Vorverarbeitungsprozefl aus einer — oft viel h6herdimen-
sionaleren — Wahrscheinlichkeitsverteilung

p(x),x € R!

oder Datenmenge
1 My i !
Dorig = {x",...,x" },x' € R/,

die man als Rohdaten bezeichnen kann. Diese Rohdaten stammen direkt von
Sensoren wie Kameras, Mikrofonen, Druckmefigeréten oder Thermometern oder
von anderen Datenquellen wie etwa Datenbanken oder Borseninformationsdien-
sten. Rohdaten kénnen kontinuierlich oder diskret sein und sind mit verschie-
densten Mafleinheiten behaftet.

Die Vorverarbeitung dieser Daten ist oft von entscheidender Bedeutung fiir
den Erfolg der weiteren Verarbeitungsschritte; dort gemachte Fehler koénnen
in der Regel nicht mehr korrigiert werden. Nur in Ausnahmeféllen kann man
auf eine Vorverarbeitung ginzlich verzichten und die Rohdaten unveréndert als
Trainingsdaten verwenden.

Im weiteren Verlauf dieses Buches wird davon ausgegangen, daf} eine geeig-
nete Vorverarbeitung bereits durchgefithrt wurde und die zur Verfiigung stehen-
den Daten das Resultat dieser Vorverarbeitung sind. Zur Erlduterung werden im
folgenden jedoch exemplarisch einige grundlegende Vorverarbeitungstechniken
vorgestellt und diskutiert. Die Vorverarbeitung fiir ein reales Problem beinhal-
tet normalerweise eine Kombination mehrerer dieser (und weiterer) Techniken.

17
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3.1 Skalierung

Oft ist eine Skalierung der einzelnen Komponenten der Datenvektoren sinnvoll.
Abhéngig von der Bedeutung der einzelnen Komponenten und den verwendeten
Mafinheiten konnen sie vollig unterschiedliche Wertebereiche haben. Bei einer
Anwendung aus dem Bereich der Medizin kann z.B. jeder Vektor x die Daten
eines erwachsenen Patienten enthalten. Hier konnten dann einzelne Komponen-
ten fiir das Gewicht in Kilogramm stehen und die Anzahl der Thrombozyten
(Gerinnungsparameter) pro Mikroliter Blut. Der normale Wertebereich fiir das
Gewicht wére 50-100 und der fiir die Thrombozyten 150000-350000. Ohne Vor-
verarbeitung bildet jede dieser Komponenten eine der Koordinaten des Vektor-
raumes, in dem vektorbasierte neuronale Netze Distanzen messen. Im genannten
Fall wiirde die Komponente ,,Gewicht“ von der Komponente ,, Thrombozyten*
fast vollig dominiert werden. Lafit man die Daten unverdndert, gibt aber das
Gewicht in Milligramm an, so kehrt sich die Lage um und die Gewichtskompo-
nente ist plétzlich dominierend.

Offenbar ist es sinnvoll, sich von eher zufilligen Einfliissen wie der Wahl
der Mafleinheiten unabhéingig zu machen. Ein iibliches Mittel ist eine Skalie-
rung aller Komponenten derart, daf sie eine gemeinsame Varianz haben, z.B.
den Wert Eins. Meist wird aus Darstellungsgriinden zuséatzlich noch von jeder
Komponente der Mittelwert abgezogen, so dafl die transformierten Daten in
jeder Komponente den Mittelwert Null und die Varianz Eins haben. Fiir die
i-te Komponente z; des Datenvektors x ergibt sich so die Transformation

T T My

€T, = s
(3 0_7:

wobei p; der Mittelwert und o; die Standardabweichung der i-ten Komponente
aller Vektoren ist (im Falle einer endlichen Datenmenge) oder einer hinreichend
grofien Stichprobe (im Falle einer kontinuierlichen Verteilung).

Manchmal existiert Vorwissen iiber die Daten, welches besagt, dafl einzel-
ne Komponenten eine grofiere Bedeutung haben als andere. In solchen Féllen
konnen die jeweiligen normierten Komponenten noch mit entsprechenden Fak-
toren f; multipliziert werden:

T — i
1 e i )
xi_fz

g;

Vektorbasierte neuronale Netze sind sehr empfindlich beziiglich der Skalie-
rung der Daten, da sie Distanzen in dem ihnen vorgegebenen Vektorraum mes-
sen. Es sei angemerkt, dafi andere Netzwerkarchitekturen (z.B. mehrschichtige
Perzeptrons) die Fahigkeit besitzen, durch Wahl geeigneter Gewichte selbst eine
Skalierung der Daten vorzunehmen. Somit wire eine Vorskalierung der Daten
nicht mehr unbedingt erforderlich.

3.2 Ausblenden von Komponenten

Es miissen nicht alle Komponenten eines urspriinglichen Vektors x; in den kor-
respondierenden Datenvektor &* iibernommen werden. Eine kleinere Anzahl von
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Komponenten verringert den Berechnungsaufwand und ist daher anzustreben.
Allerdings miissen die reduzierten Daten noch die Lésung des gegebenen Pro-
blems zulassen. Die optimale Unterauswahl von Komponenten zu treffen ist
ein extrem schwieriges Problem, da es bei [-dimensionalen urspriinglichen Da-
tenvektoren eine sehr grofe Anzahl (2!) von moglichen Untermengen dieser
Komponenten gibt. A priori Wissen kann hier helfen, eine Auswahl zu treffen.
Manchmal wird vor der Ausblendung von Komponenten eine Koordinatentrans-
formation durchgefiihrt (siehe Abschnitt 3.4).

3.3 Merkmalsextraktion

Eine weitere Moglichkeit, die Anzahl der Koordinaten zu reduzieren, ist die Be-
rechnung von linearen oder nichtlinearen Kombinationen der Komponenten von
x;, sogenannten Merkmalen. Anstelle der urspriinglichen Daten werden dann
nur noch diese Merkmale weiterverwendet. Ein Beispiel aus dem Bereich der
Bildverarbeitung ist in Abbildung 3.1 dargestellt. Die dort verwendeten soge-
nannten Gabor-Filter sind richtungs- und frequenzsensitiv und sind in dhnlicher
Form im visuellen Kortex von Katzen nachgewiesen worden [Jones & Palmer,
1987]. Die komplette Vorverarbeitung des Gesichtserkennungssystems des Insti-
tuts fiir Neuroinformatik an der Ruhr-Universitit Bochum basiert auf Gaborfil-
tern!. Es gibt ein grofie Vielzahl anderer moglicher Filter (z.B. Gradientenfilter),
die zur Kantendetektion eingesetzt werden kénnen oder auch Transformationen,
wie die diskrete Fouriertransformation, die diskrete Kosinustransformation oder
die Hadamardtransformation. Besonders oft wird die im folgenden Absatz be-
schriebene Hauptkomponentenanalyse mit anschliefender Koordinatentransfor-
mation sowie Ausblendung einzelner Komponenten verwendet.

3.4 Hauptkomponentenanalyse

Als Hauptkomponentenanalyse (englisch principal component analysis, PCA)
wird ein Verfahren zur Bestimmung derjenigen zueinander orthogonalen Raum-
richtungen bezeichnet, entlang derer eine gegebene Datenmenge (hier Dyyig) die
grofiten Varianzen aufweist. Diese Richtungen werden als Hauptkomponenten
bezeichnet und sie entsprechen genau den Eigenvektoren, die zu den Eigenwer-
ten \; der Kovarianzmatrix

1
D= D opx-p)t
XEDorig

!Das Bochumer Gesichtserkennungssystem verwendet elastische markierte Graphen zum
Finden und Vergleichen von Gesichtern [Vorbriiggen et al., 1990; Wiskott, 1995] und stellt
eine algorithmische Variante der Dynamic Link Architecture [Malsburg, 1981] dar. Bei in-
ternationalen Vergleichstests hat dieses System bisher mehrfach hervoragend abgeschnitten.
Es ist ein Beispiel fiir nicht-statistisches Lernen, da Gesichter nur einmal prisentiert werden
miissen, um wiedererkannt zu werden. In die komplexe Architektur des Systems ist an ver-
schiedenen Stellen a priori Wissen iiber das spezielle zu 16sende Problem eingegegangen, um
die bestmogliche Leistungsfihigkeit zu erreichen. Man kann anmerken, dafl auch das visuelle
System von Menschen und Siugetieren das komplexeste und am stéirksten a priori festgelegte
neuronale Netzwerk des jeweiligen Organismus ist.
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Filter 1 Filter 2 Filter 3

Originalbild ... gefiltert mit 1 gefiltert mit 2 gefiltert mit 3

Abbildung 3.1: Beispiel fiir Bildvorverarbeitung. Die obere Reihe zeigt drei li-
neare Filter (Gaborfilter) von unterschiedlicher Orientierung und Frequenz. Die
untere Reihe zeigt ein Originalbild und das Ergebnis der Konvolution der Filter
mit diesem Bild. Man kann erkennen, dafl die Filter besonders gut auf Bildinhal-
te bestimmter Richtung und Ortsfrequenz ansprechen (wie dies auch bestimmte
richtungssensitive Zellen im visuellen Kortex von Sdugetieren tun) und derarti-
ge Informationen aus dem urspriinglichen Bild extrahieren. Ein Bildpunkt des
Originalbilds kann anschliessend durch einen Vektor von Filterantworten an
dieser Stelle reprasentiert werden.

der gegebenen Datenmenge gehéren (M ist die Anzahl der Elemente in D, und
w ist der Mittelwert aller Elemente). Jeder Eigenwert \; gibt die Varianz entlang
der Richtung seines zugeordneten Eigenvektors an. Bei vielen hochdimensiona-
len Datenséitzen sind etliche der Eigenwerte extrem klein, was bedeutet, dafl
sich die [-dimensionalen Daten im wesentlichen in einem linearen Unterraum
des R! befinden, der z.B. die Dimension n, mit n < [, hat. Dies kann ausgenutzt
werden, indem man eine lineare Koordinatentransformation macht so, dafl die
ersten n Koordinatenrichtungen mit den Eigenvektoren zusammenfallen, die zu
den n grofiten Eigenwerten gehoren. Die anderen (I — n) Koordinaten werden
vernachléssigt (siehe Abbildung 3.2). Dadurch wird die Dimensionalitét der Da-
ten reduziert bei minimaler Verdnderung im Sinne eines quadratischen Fehler-
kriteriums. Bei der praktischen Durchfiihrung der Hauptkomponentenanalyse
kann es bei manchen Verfahren (z.B. dem Gram-Schmidt’schen Orthogonalisie-
rungsverfahren) zu numerischen Problemen kommen, da die Kovarianzmatrix
3 singulér sein kann. Eine empfehlenswerte Methode, die solche Probleme ver-
meidet, ist die sogenannte Singular-Value-Decomposition [Press et al., 1992,
Kapitel 2.6].

Obwohl die Hauptkomponentenanlyse oft zur Dimensionsreduktion von Da-
ten verwendet wird, ist es sinnvoll, sich der Einschrankungen dieser Technik be-
wuflt zu sein. Insbesondere ist die Hauptkomponentenanlyse eine lineare Tech-
nik und deswegen nur in der Lage, die linearen Unterrdume zu finden, in denen
sich die gegebenen Daten im wesentlichen befinden. Solche linearen Unterrdume
entstehen durch lineare Korrelationen zwischen einzelnen Datenkomponenten.
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b) Koordinatentransformation auf
Hauptkomponenten

-12.5}
¢) Reduktion auf 2D

Abbildung 3.2: Datenreduktion mit Hilfe der Hauptkomponentenanalyse. Von
den urspriinglichen Daten (a) werden die Eigenvektoren der Kovarianzmatrix
berechnet. Multplikation der Daten mit der Matrix der Eigenvektoren ergibt
transformierte Daten, deren Koordinatenvektoren mit den Eigenvektoren iiber-
einstimmen (b). Durch Weglassen der Koordinaten (hier nur einer einzigen),
die zu den kleinsten Eigenwerten korrespondieren, wird eine Datenreduktion
bei minimalem Informationsverlust erreicht (c).
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Abbildung 3.3: Datensatz fiir ein Klassifizierungsproblem mit zwei Klassen. Die
grofite Varianz der Daten ist entlang der Horizontalen, was eine Hauptkompo-
nentenanalyse auch detektieren wiirde. Eine Beschrinkung auf die horizontale
Koordinate wiirde jedoch das vorliegende Klassifizierungsproblem gerade beson-
ders kompliziert machen, da die Klassen sich bei diesem Datensatz nur entlang
der Vertikalen einfach voneinander trennen lassen.

Sind die Korrelationen zwischen Komponenten des urspriinglichen Datenvek-
tors x jedoch nichtlinear, entstehen nichtlineare (gekriimmte) Unterrdume, die
die Daten beherbergen. Diese konnen von der Hauptkomponentenanalyse nicht
detektiert werden.

Ein weiteres mogliches Problem hingt damit zusammen, dafl die Haupt-
komponentenanalyse eine uniiberwachte Technik ist in dem Sinne, daf} sie bei
markierten Daten, die etwa fiir jeden Datenvektor x eine Klassenbezeichnun-
gen mitfithren, die Markierungen (oder Ausgabewerte) ignoriert und nur mit
den Datenvektoren selbst arbeitet. Die dann oft folgende Beschrinkung auf die
Datenrichtungen mit grofiter Varianz impliziert die Annahme, dafl die ande-
ren Richtungen fiir die gestellte Aufgabe (z.B. Klassifizieren von neuen Daten)
nicht so relevant sind. Es ist sehr leicht, sich Datensétze vorzustellen, bei denen
diese Annahme verletzt ist, bei denen also Komponenten mit geringer Varianz
Informationen enthalten, die fiir die Klassifikation sehr wesentlich sind. Eine
Weglassung dieser Komponenten nach einer Hauptkomponentenanalyse kann
im Einzelfall das gestellte Problem unlésbar machen. Ein schematisches Bei-
spiel ist in Abbildung 3.3 dargestellt.

3.5 Wandlung der Datendarstellung

Fiir eine gegebene Information gibt es stets unterschiedliche Arten der Dar-
stellung, die — obwohl prinzipiell dquivalent — unterschiedlich gut geeignet sein
konnen fiir die beabsichtigte Verarbeitung. Bei einem Klassifizierungsproblem
mit m verschiedenen Klassen mégen etwa die Daten vorliegen als n-dimensionale
Eingabevektoren mit einer Klassenbezeichnung, die als Zahl aus dem Bereich 1
bis m gegeben ist. Im allgemeinen ist es nicht ratsam, diese Kodierung so zu
belassen und von einem adaptiven Verfahren die Ausgabe eines Wertes von 1
bis m zu verlangen. Dies wiirde ndmlich implizieren, daf} die Klasse 1 der Klasse
2 dhnlicher ist als z.B. der Klasse 6. Ist dies nicht der Fall, sollte man unbedingt
eine Kodierung wéahlen, die sicherstellt, dafl in der verwendeten Metrik je zwei
Klassenbezeichnungen den gleichen ,, Abstand® voneinander haben. Bei Klassi-
fizierungsproblemen mit m Klassen bietet sich eine 1-aus-m Kodierung an, die
die Klassenbezeichnung £ als einen m-dimensionalen Vektor darstellt, der an
der k-ten Stelle eine Eins und sonst nur Nullen hat. Beziiglich der Euklid’schen
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Vektornorm haben dann je zwei Klassenbezeichnungen den gleichen Abstand
zueinander (v/2). Sollte jedoch Vorwissen existieren iiber die Verwandtschaft
verschiedener Klassen zueinander, kann durchaus eine Kodierung gewahlt wer-
den, die dieses Vorwissen widerspiegelt. Dadurch wird es wahrscheinlicher, dafl
bei Fehlklassifizierungen zumindest eine ,dhnliche“ Klasse als Ergebnis geliefert
wird.
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Kapitel 4

Abgrenzung zu
mehrschichtigen Perzeptrons

An dieser Stelle soll ein kurzer Vergleich von vektorbasierten neuronalen Netz-
werken mit den sogenannten mehrschichtigen Perzeptrons [Rumelhart et al.,
1986a] (MLP) gemacht werden. Dieser Netzwerktyp, der als Sonderfall auch
die einschichtigen Perzeptrons umfafit, dominiert zur Zeit in Anwendungen und
in der Fachliteratur. Da einzelne Neuronen dieses Netzwerktyps stets ein Ska-
larprodukt ihres Gewichtsvektors mit dem ihnen gegebenen Eingabevektor bil-
den (siehe unten), kann man diese Netzwerke auch als skalarproduktbasierte
Netzwerke bezeichnen, wogegen die vektorbasierten neuronalen Netze auch als
distanzbasierte neuronale Netze bezeichnet werden kénnten.

Mehrschichtige Perzeptrons werden ausschliefllich fiir iiberwachtes Lernen
eingesetzt, d.h. sie setzen die Existenz einer Trainingsdatenmenge

D= {(517 Cl)7 (527 CQ)v (R (£M7 CM)}

voraus, die aus M Paaren von Eingabevektor &' € R” und Zielvektor ¢* € R™
besteht. Ein vordergriindiges Ziel besteht dann darin, solche Parameterwerte
fir die Netzwerke zu finden, daB bei Prisentation des Eingabevektors &' die
Netzwerkausgabe S(£) dem Zielvektor moglichst genau, also z.B. mit kleinem
quadratischen Fehler

]‘M 7 7|2
2= 13 |s(e) - ¢
=1

entspricht. Das eigentliche Ziel ist jedoch, wie in Kapitel 10 detailliert diskutiert
wird, die Modellierung der unbekannten Relation

¢=f(&),

der die Trainingsdaten unterliegen.

4.1 Netzwerkstruktur

Ein mehrschichtiges Perzeptron besteht aus mehreren Schichten formaler Neu-
ronen (siehe Abbildung 4.1a). Jede Schicht ist mit der dariiberliegenden vollstéin-

25
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Abbildung 4.1: Skalarproduktbasierte Netzwerke. a) Mehrschichtiges Perzep-
tron (multi-layer perceptron, MLP) mit zweidimensionalen Eingabedaten, zwei
versteckten Schichten der Groéfie 14 und 8 sowie einer Ausgabeschicht mit 4
Einheiten. Die unterschiedlich starken Verbindungen symbolisieren die gelern-
ten Gewichte des Netzes. Der Punkt innerhalb der Neuronendarstellung steht
fiir den Bias-Wert (siche Text). b) Einschichtiges Perzeptron (single-layer per-
ceptron, SLP) mit zweidimensionalen Eingabedaten und einer Ausgabeschicht
mit, 4 Einheiten.

dig verkniipft durch gewichtete Verbindungen. Die unterste Schicht ist die Ein-
gabeschicht. Die Anzahl ihrer Einheiten ist gleich der Dimensionalitéit n des
Eingabevektors €. Die Eingabeschicht spielt eine gewisse Sonderrolle, da hier
keinerlei Verarbeitung stattfindet, sondern nur die Eingabewerte zur Verfiigung
gestellt werden. Daher wird sie normalerweise auch nicht mitgezéhlt, wenn die
Anzahl der Schichten eines Netzwerks spezifiziert wird. Es folgen eine oder
mehrere sogenannte wversteckte Schichten. Jedes Neuron in diesen Schichten
empfingt Eingangssignale von der jeweils darunterliegenden Schicht und sen-
det sein Ausgangssignal an jedes Neuron der folgenden Schicht. Die oberste
Schicht schliefilich ist die Ausgabeschicht, deren Grofie der Dimensionalitit m
des Zielvektors ¢ entspricht und deren Ausgabewerte die Komponenten des
Ausgabevektors darstellen.

Einschichtige Perzeptrons besitzen keine versteckte Schicht und daher wird
ihre gesamte Topologie durch die Dimensionen der Ein- und der Ausgabedaten
bestimmt (Abbildung 4.1b).

Bei vektorbasierten Netzwerken mufl man zwischen den iiberwacht lernen-
den und den uniiberwacht lernenden unterscheiden. Ein typischer Vertreter der
iiberwacht lernenden vektorbasierten Netze ist das RBF-Netz (Abbildung 4.2a,
siche auch Abschnitt 12.1). Es hat genau eine versteckte Schicht von Einhei-
ten, die durch gewichtete Verbindungen mit den Ausgabeeinheiten verkniipft
sind. Im Unterschied zu den mehrschichtigen Perzeptrons gibt es jedoch keine
gewichteten Verbindungen von der Eingabeschicht. Der Grund liegt in den ver-
schiedenen formalen Neuronenmodellen, die beim Perzeptron auf einem Skalar-
produkt beruhen und beim vektorbasierten Netzwerk auf einer Vektordistanz.
In Abbildung 4.2 ist dies dadurch symbolisiert, da} vom Eingabevektor nur
eine Verbindung zu jeder Einheit der nichsten Schicht dargestellt ist. Diese
Verbindung steht fiir die Weiterleitung des unverdnderten Eingabevektors zu
den lokalen Einheiten der nichsten Schicht, die anschlieffend die Distanz zwi-
schen ihrem Referenzvektor und dem Eingabesignal berechnen und daraus ihre
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a) RBF-Netzwerk b) uniiberwacht lernendes
vektorbasiertes Netzwerk

Abbildung 4.2: Vektorbasierte (oder distanzbasierte) Netzwerke. Bei itberwacht
lernenden Netzwerken, wie z.B. einem RBF-Netzwerk (a), existiert eine Aus-
gabeschicht, deren Grofle durch die Dimension m der gegebenen Ausgabedaten
festgelegt wird (hier 4). Uniiberwacht lernende vektorbasierte Netzwerke (b) ha-
ben nur eine Schicht lokaler Neuronen, aber keine eigentliche Ausgabeschicht.
Die Dimension des Eingabevektors bei dem in (b) dargestellten Netzwerk ist 4.
Sowohl fiir iiberwacht als auch fiir uniiberwacht lernende vektorbasierte Netz-
werke wird das Eingabesignal jeweils allen lokalen Einheiten zugefiihrt, die dann
die Vektordistanz zu ihrem jeweiligen Referenzvektor berechnen und daraus ihre
Aktivierung ableiten.

Aktivierung ableiten.

Bei uniiberwachten vektorbasierten Netzwerken existiert keine separate Aus-
gabeschicht (sieche Abbildung 4.2b). Allerdings kann der komplette Vektor von
Aktivierungen der lokalen Einheiten als Ausgabewert interpretiert werden.

4.2 Neuronenmodell

Ein einzelnes formales Neuron eines mehrschichtigen Perzeptrons ist in Abbil-
dung 4.3 dargestellt. Die Funktion, die es aus dem Eingabevektor & € R"™ und
einem Gewichtsvektor w € R" berechnet, ist ein Skalarprodukt, dessen Ergeb-
nis einer sogenannten Aktivierungsfunktion g(-) zugefithrt wird:

y;(€) = g(w] €+ wjo) (4.1)
Dabei ist j der Index des Neurons (im allgemeinen werden mehrere verwendet)
und wjo ist der sogenannte Bias (siche unten). Die Aktivierungsfunktion g(-)
ist in der Regel monoton ansteigend und nichtlinear. Mdégliche Realisierungen
sind eine Schwellwertfunktion (Abbildung 4.4)

1 : >0
oder eine Sigmoidfunktion (Abbildung 4.5)
1
glw) = . (4.3)
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Welcher Art ist die ,, Verarbeitung*, die ein solches Neuron durchfiihrt? Der
Eingabevektor £ 148t sich zerlegen in zwei Komponenten

¢ = geol 4 gort,
von denen eine (£°"') orthogonal zum Gewichtsvektor w; ist:
ergort —0
Damit 148t sich das Skalarprodukt ijg ausdriicken als

WT§ — W}“gcol+wg“£ort

J
T !
= ngco

und sein Ergebnis ist nur abhéngig von der zu w; kollinearen Komponente
von €. Auf jedem Punkt einer (Hyper-)Ebene E, die normal zu w ist, hat das
Skalarprodukt den gleichen Wert, und auf derjenigen Normalenebene zu w;, die
durch den Koordinatenursprung verlduft, hat es den Wert Null. Diese Ebene
unterteilt den R™ in zwei Halbrdume, wobei das Skalarprodukt in einem dieser
Halbrdume positiv und im anderen negativ ist.

Wird als Aktivierungsfunktion die Schwellwertfunktion (4.2) verwendet, so
wird jeder Eingabevektor € entweder auf Null oder auf Eins abgebildet. Durch
Addition einer Bias' genannten Konstanten wjo zum Skalarprodukt kann die
Grenze zwischen den auf Null und auf Eins abgebildeten Halbrdumen, die ei-
gentlich durch den Koordinatenursprung geht, beliebig entlang des Eingabevek-
tors verschoben werden. Wie man sich leicht iiberlegt [Bishop, 1995, Seite 78],
ist der Abstand der Hyperebene vom Koordinatenursprung gegeben durch

j =

Wl

Adaptive Verfahren, wie die Backpropagation-Lernregel [Rumelhart et al.,
1986b], die geeignete Werte fiir die Gewichte bestimmen, konnen in gleicher
Weise auch den Bias lernen. Zur Vereinfachung der Notation wird der Daten-
vektor &€ = (&1,...,&,)T deshalb oft um eine Komponente &, erweitert, die
konstant auf Eins gesetzt wird und deren zugeordnetes Gewicht der Bias ist
(siehe Abbildung 4.3).

4.3 Aktivierungsregionen

Als Aktivierungsregion eines formalen Neurons bezeichnet man den Bereich im
Eingaberaum R, aus dem ein Eingabesignal stammen muf}, um das betreffende
Neuron zu aktivieren. Das Aquivalent aus der Biologie wire das rezeptive Feld
eines Neurons.

!Manchmal wird auch —wq als Schwellwert bezeichnet, da das Skalarprodukt diesen Wert
iiberschreiten muf}, damit die Ausgabe des Neurons von Null auf Eins wechselt.
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gC) T

é;n

Abbildung 4.3: Formales Neuron eines mehrschichtigen Perzeptrons.
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Abbildung 4.4: Schwellwertfunktion

-10 -5 0 5 10

Abbildung 4.5: Sigmoidfunktion
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a) Perzeptron b) vektorbasiertes Netzwerk

Abbildung 4.6: Aktivierungsregionen bei Schwellwertaktivierung. Der Eingabe-
raum ist zweidimensional. a) Aktivierungsregion eines skalarproduktbasierten
Neurons mit Schwellwertaktivierungsfunktion. b) Aktivierungsregion eines vek-
torbasierten (bzw. distanzbasierten) Neurons.

Vergleichen wir nun die Aktivierungsregion eines Neuron mit Schwellwertak-
tivierungsfunktion mit der einer Einheit eines vektorbasierten neuronalen Netz-
werks. Diese wird nur dann aktiviert, wenn sie fiir den Datenvektor der Gewin-
ner ist und hat folgende Aktivierungsfunktion:

(€) = 1 : falls Einheit ¢ Gewinner ist,
9elS) =1 0 sonst.

(4.4)

Das Neuron mit Schwellwertaktivierungsfunktion (4.2) wird aktiviert von
Signalen, die aus einem unendlich groflen Halbraum im R" kommen konnen.
Das Antwortverhalten ist nichtlokal. Bei der Einheit des vektorbasierten neu-
ronalen Netzwerks hingegen mit Aktivierungsfunktion (4.4) mufl das Eingabe-
signal aus dem Voronoigebiet dieser Einheit stammen, damit die Einheit ak-
tiviert wird. Dies ist ein konvexes und (meistens) endliches Teilgebiet des R".
Das Antwortverhalten ist lokal. Abbildung 4.6 gibt Beispiele fiir die jeweiligen
Aktivierungsregionen im Fall eines zweidimensionalen Eingaberaums.

Ganz dhnliche Uberlegungen lassen sich auch mit einer sigmoiden Aktivie-
rungsfunktion (4.3) auf der Seite des Perzeptrons und einer kontinuierlichen,
aber lokalisierten Aktivierungsfunktion wie der Gaufy’schen Glockenkurve

2

gc(€) = exp LSl (45)
auf der Seite der vektorbasierten neuronalen Netzwerke anstellen. Die Aktivie-
rung der Neuronen ist nun kontinuierlich und nimmt die Extremwerte Null und
Eins nur im Grenzfall an. Die Grundaussage bleibt die gleiche: ein skalarpro-
duktbasiertes Neuron eines Perzeptrons wird von Signalen wesentlich aktiviert
(z.B. so, daB die Aktivierung grofler als ein Wert e ist), die fast aus dem gesamten
Eingaberaum kommen kénnen. Ein distanzbasiertes Neuron eines vektorbasier-
ten Netzwerks wird dagegen nur von Signalen aus einer begrenzten Region um
seinen Referenzvektor herum wesentlich aktiviert (siehe Abbildung 4.7).
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a) Perzeptron b) vektorbasiertes Netzwerk

Abbildung 4.7: Aktivierungsregionen bei kontinuierlicher Aktivierung. a) Ak-
tivierungsregion eines skalarproduktbasierten Neurons mit sigmoider Aktivie-
rungsfunktion wie es in mehrschichtigen Perzeptrons verwendet wird. b) Ak-
tivierungsregion eines Neurons mit Gaufi’scher Aktivierungsfunktion wie es in
bestimmten vektorbasierten Netzwerken (z.B. Netzwerken radialer Basisfunk-
tionen) verwendet wird.

Es sei angemerkt, daf} sich durch Kombination mehrerer Schwellwert- oder
Sigmoidneuronen auf hoheren Schichten des Netzwerks durchaus konvexe Ak-
tivierungsregionen bilden lassen. Es bedarf hierbei aber einer speziellen Anord-
nung der Hyperebenen der beteiligten Neuronen, wihrend bei vektorbasierten
neuronalen Netzen die lokalen Aktivierungsregionen von vornherein vorhanden
sind.

4.4 Datenreprisentation in inneren Schichten

Ein interessanter Aspekt ist auch die Repréisentation der Eingabedaten in der
ersten versteckten Schicht eines mehrschichtigen Perzeptrons und innerhalb der
(einzigen) Schicht lokaler Einheiten eines vektorbasierten Netzwerks.

Bei Perzeptrons ist (wie gerade dargelegt wurde) die Aktivierungsregion je-
des Neurons dieser Schicht ein Halbraum des Eingaberaums. Die Lage dieses
Halbraums wird vom Gewichtsvektor und vom Bias des Neurons bestimmt. Bei
zufilliger Initialisierung dieser Werte wird ein Eingabesignal im Mittel die Half-
te aller Neuronen aktivieren. Dies kann man als verteilte Datendarstellung inter-
pretieren. Bei vektorbasierten neuronalen Netzen wird von jedem Eingabesignal
nur genau ein Neuron (bei Aktivierungsfunktion 4.4) oder wenige Neurone (bei
Aktivierungsfunktion 4.5) aktiviert. Dies ist eine lokalisierte Datendarstellung.

4.5 Trainingsverfahren

Einschichtige Perzeptrons mit einer linearen Aktivierungsfunktion sind sehr ein-
fach zu trainieren. Sie bestehen aus mehreren parallel geschalteten formalen
Neuronen wie in Abbildung 4.3 dargestellt, wobei g(-) eine lineare Funktion ist.
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Ohne Beschrankung der Allgemeinheit reicht es aus, eines dieser Neuronen zu
betrachten. Fiir ein derartiges Neuron 5 ist eine Trainingsdatenmenge

D={(&".¢) (€¢)... (&, ¢}

gegeben, die aus M Paaren von Eingabevektor £ € R™ und Zielskalar C; eR
besteht. Dabei ist ¢} die j-te Komponente des m-dimensionalen Zielvektors ¢".

Das Ziel ist dann, einen Gewichtsvektor w; = (wy,ws, . .., wy)" zu finden, so
daf} die Ausgabe y;(§) des Neurons die Zielwerte ¢ moglichst gut approximiert.
In der Regel soll der quadratische Fehler

M
Blw;] = 5 3 (46 — ¢ (1.6
i=1
minimiert werden.

Wenn die Aktivierungsfunktion g(-) gleich der Identitit gew#hlt wird und
der Biasparameter als zusétzliche Komponente wjo in den Gewichtsvektor in-
tegriert wird (zusétzlich wird jeder Eingabevektor & = (&i,...,£:)T um eine
Komponente &} erweitert, die immer auf den Wert Eins gesetzt wird), 1i8t sich
die Ausgabe (4.1) des Neurons schreiben als das Skalarprodukt

yi (&) =wi&=> wj. (4.7)
=0
Jedes Ein-/Ausgabepaar (£)7, (M) definiert damit eine lineare Gleichung in n+1

Unbekannten: .
> wjigk = ¢F.
=0

Da es im allgemeinen M > n + 1 Gleichungen gibt, ist das Gleichungssy-
stem iiberbestimmt und kann nicht exakt gelést werden. Numerische Standard-
techniken wie die Singular-Value-Decomposition gestatten allerdings die direkte
Berechnung derjenigen Niherungslosung, die den Fehler (4.6) minimiert (siehe
Anhang A.4).

Alternativ zu der direkten Berechnung mit den erwéhnten Matrixtechniken
kann auch ein iterativer Gradientenabstieg im (n + 1)-dimensionalen Raum der
Gewichte durchgefiihrt werden. Dazu muf} die Fehlerfunktion (4.6) partiell nach
jedem Gewicht abgeleitet werden. Der Gradient ist der Vektor der so erhaltenen
partiellen Ableitungen. Eine wiederholte Verdnderung des Gewichtsvektors w in
Richtung des negativen Gradienten, d.h. eine Anderung der k-ten Komponente

von w gemaf
oF

_nﬂa

fithrt schliellich zu einem lokalen Minimum der Fehlerfunktion, das im Falle
eines linearen Neurons gleichzeitig das globale Minimum ist [Baldi & Hornik,
1989]. Ein Argument fiir die Durchfithrung dieses iterativen Verfahrens anstelle
der direkten Losung durch Matrixtechniken ist die M6glichkeit, den Gradienten-
abstieg durch Adaptionen anzunihern, die jeweils nach der Betrachtung eines

Awy, =



4.5. TRAININGSVERFAHREN 33

einzigen Ein-/Ausgabepaars gemacht werden. Das resultierende Verfahren wird
auch als Delta-Regel [Stone, 1986] bezeichnet und erméglicht ein sogenanntes
Online-Lernen, das auch bei sehr grofien oder unendlichen Datenmengen ein-
setzbar ist (siche Anhang A.1).

Bei mehrschichtigen Perzeptrons ist die Situation eine ganz andere. Durch
die nichtlinearen Aktivierungsfunktionen der Neuronen in den versteckten Schich-
ten ist auch die Netzwerkausgabe eine nichtlineare Funktion der Gewichte. Ent-
sprechend existieren keine mathematischen Standardtechniken, um direkt Ge-
wichte zu bestimmen, die den quadratischen Fehler minimieren. Daher miissen
Gradientenabstieg ( z.B. das bekannt Backpropagation Verfahren [Rumelhart
et al., 1986b]) oder andere nichtlineare Optimierungstechniken (wie das Ver-
fahren der konjugierten Gradienten [Press et al., 1992]) angewendet werden,
um geeignete Gewichte zu finden. Die Prisenz von lokalen Minima und weite-
re Eigenschaften der Fehlerfunktion im hochdimensionalen Gewichtsraum (die
Dimension ist gleich der Anzahl aller Gewichte des Netzwerks) machen das Trai-
ning erheblich langwieriger als bei einschichtigen Perzeptrons. Der potentielle
Gewinn besteht in der grofleren Klasse von Funktionen, die durch mehrschich-
tige Perzeptrons approximiert werden kann. Es wurde bewiesen [Hornik et al.,
1989], dafl mehrschichtige Perzeptrons sogenannte universelle Approximatoren
darstellen, d.h. sie kénnen nahezu beliebige Funktionen in einem kompakten Un-
terbereich des R™ beliebig genau annihern. Die entsprechenden Beweise setzen
eine unbegrenzte Anzahl von Neuronen in den versteckten Schichten voraus und
sind leider nicht konstruktiv. Die Eigenschaft der universellen Approximation
teilen die mehrschichtigen Perzeptrons mit den Netzwerken radialer Basisfunk-
tionen (Abschnitt 12.1), wie u.a. von Hartman et al. [1990] gezeigt wurde.
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Kapitel 5

Ziele uniiberwachten Lernens

Wir wollen im folgenden unter uniiberwachtem Lernen ausschlieBlich Wettbe-
werbslernen verstehen, da nur dieses Lernparadigma fiir die behandelten vek-
torbasierten Netzwerke relevant ist. Es sei aber angemerkt, daf§ z.B. auch das
sogenannte Hebb’sche Lernen' dem uniiberwachten Lernen zugeordnet wird,
jedoch eine vollig andere Netzwerkarchitektur erfordert.

Fiir uniiberwachtes Lernen gibt es mehrere mogliche Zielsetzungen, die meist
nicht miteinander vereinbar sind. Im folgenden werden einige dieser Zielsetzun-
gen dargestellt.

5.1 Fehlerminimierung

FEin hiufiges Ziel ist die Minimierung der durchschnittlichen Distanz zwischen
Eingabesignal £ und dem Referenzvektor wy¢) der Gewinnereinheit s(§). Im
Falle einer kontinuierlichen Eingabeverteilung p(§) ist die Aufgabe die Mini-
mierung des Fehlers

Bip(€). 4] = Y- [ lle — welp(e)de, (5.1

ceA

wobei V. das Voronoigebiet der Einheit c ist.
Fiir den Fall, daf} die Daten als endliche Datenmenge D vorliegen, 148t sich
der zu minimierende Fehler ausdriicken durch

E[D,Al=1/ID| > > 1€ - w.|, (5.2)

cEAEER,

wobei R, die Voronoimenge von c ist.

Eine typische Anwendung, bei der Fehlerminimierung angestrebt wird, ist
Vektorquantisierung [Linde et al., 1980]. Dabei werden Daten iiber einen Kom-
munikationskanal begrenzter Bandbreite iibertragen, indem fiir jeden Datenvek-
tor nur der Index des néichstgelegenen Referenzvektors iibertragen wird. Es wird
angenommen, dafl die Menge aller Referenzvektoren, die in diesem Zusammen-
hang auch Kodebuch genannt wird, sowohl dem Sender als auch dem Empfinger

INicht zu verwechseln mit dem Hebb’schen Wettbewerbslernen, das in einem spiteren
Kapitel dargestellt wird.
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bekannt ist. Daher kann der Empfinger die iibertragenen Indizes benutzen, um
die entsprechenden Kodebuchvektoren zu finden. Bei der Vektorquantisierung
tritt ein Informationsverlust auf, da der Empénger anstelle eines Datenvektors
nur den nichstgelegenen Referenzvektor erhélt. Der Erwartungswert dieses Feh-
lers ist gegeben durch Gleichung (5.1) bzw. (5.2). Andererseits sind die durch
Vektorquantisierung erzielbaren Kompressionsraten extrem hoch, da die Men-
ge der zu iibertragenden Information nicht von der Dimensionalitdt der Daten
abhingt, sondern nur von der Gréfle des Kodebuchs. Beispielsweise 143t sich
bei einem Kodebuch der Grofle 256 jeder Vektor mit einem Byte iibertragen.
Wenn weiterhin die Datenvektoren eine Dimensionalitéit von 25 haben und jede
Komponente eine doppelt genaue FlieBkommazahl ist (8 Byte), ergibt sich ein
Kompressionsfaktor von 200.

5.2 Entropiemaximierung

In manchen Situationen sollen die Referenzvektoren derart verteilt werden, daf
jeder Referenzvektor die gleiche Chance hat, Gewinner fiir ein zufillig gewéhltes
Eingabesignal £ zu sein:
1
P(s(é)=c¢) = W (Ve e A). (5.3)
Wenn wir die Generierung eines Eingabesignals und anschliefende Abbil-
dung auf die néichste Einheit aus A als Zufallsexperiment deuten, bei dem eine
Zufallsvariable X einen Wert z € A annimmt, so entspricht Gleichung (5.3)
gerade einer Maximierung der Entropie nach Shannon [1948]

H(X) = = ¥ P(a)log(P(x) = Bllog( 5
€A

)); (5.4)

wobei E(-) der Erwartungswertoperator ist. Der dabei angenommene Maximal-
wert von (5.4) ist log(|.A|) and trégt je nach Basis des Logarithmus die Einheit
Bits (falls die Basis 2 ist) oder Nats (falls die Basis e ist).

Im Falle einer kontinuierlichen Wahrscheinlichkeitsdichte ist (5.3) dquivalent
7z

1
/p@a:m-mem. (5.5)

c

Im Falle einer endlichen Datenmenge D ist die Bedingung (5.3) dann erfiillt,
wenn die Voronoimengen aller Einheiten jeweils gleich viele Elemente enthalten:
[Rel 1

o= (A (5.6)

FEine exakte Gleichheit der Mengenkardinalitdten kann natiirlich nur ereicht
werden, wenn die Anzahl |D| der Datenvektoren ein ganzahliges Vielfaches der
Anzahl der Referenzvektoren ist. Im allgemeinen ist daher bei endlichen Da-
tenmengen die Maximierung der Entropie nur bis auf Diskretisierungseffekte
erreichbar.
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a) Fehlerminimierung: MSE=0.0024, b) Entropiemaximierung: MSE=0.0038,
Entropie = 2.657 (88.7%) Entropie = 2.990 (99.8%)

Abbildung 5.1: Beispiel fiir die Unvereinbarkeit von Entropiemaximierung und
Fehlerminimierung. Die Wahrscheinlichkeitsdichte p(£) ist in beiden Quadraten
uniform, ist jedoch derart gewéahlt, dafl in jedes Quadrat genau die Hilfte der
Wahrscheinlichkeitsmasse fillt. 20 Referenzvektoren wurden auf zwei verschie-
dene Weisen verteilt, wobei jeweils der MSE (mittlerer quadratischer Fehler)
und die Shannon-Entropie fiir 20000 zufillig erzeugte Signale gemessen wurde.
Der theoretische Maximalwert fiir die Entropie ist in diesem Fall In(20) = 2.996.
Die Verteilung zur Minimierung des Fehlers (a) positioniert nur wenige Refe-
renzvektoren in dem Quadrat hoher Wahrscheinlichkeitsdichte und erreicht da-
durch einen Quantisierungsfehler, der um mehr als 20% geringer ist als bei (b).
Andererseits erreicht die Verteilung in (b), bei der die Dichte der Referenzvekto-
ren in etwa proportional zu p(&) ist, 99.8% der theoretisch maximalen Entropie,
wéhrend in (a) nur 88.7% erreicht werden.

Wenn die Bedingung (5.3) erfiillt ist, liefert die lokale Punktdichte der Refe-
renzvektoren in der Umgebung eines Vektors € einen Schitzwert fiir die Wahr-
scheinlichkeitsdichte p(€) an dieser Stelle. Ein weiterer wichtiger Aspekt der
Entopiemaximierung ist die Fehlertoleranz: bei Ausfall eines Referenzvektors
ist der Anteil der Datenvektoren, die einem neuen Referenzvektor zugeordnet
werden, beschrinkt auf 1/|.A|.

Entropiemaximierung und Fehlerminimierung lassen sich im allgemeinen
nicht miteinander vereinbaren. Insbesondere bei nicht-uniformen Wahrschein-
lichkeitsverteilungen ergeben sich unterschiedliche optimale Referenzvektorpo-
sitionen wie Abbildung 5.1 an einem Beispiel zeigt.

5.3 Dichteschitzung

Die Schétzung von Wahrscheinlichkeitsdichten ist ein Problem, dafl in vielen
Zusammenhéngen auftritt. So erfordert z.B. bei Klassifizierungsproblemen die
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Anwendung des Bayes’schen Theorems

p(&|Cx) P(Ck)
p(§)

die Schitzung der bedingten Wahrscheinlichkeitsdichten p(€|Cy). Die Cf sind
dabei die verschiedenen Klassen, die auftreten konnen und die P(Cj) sind die
a priori Wahrscheinlichkeiten dieser Klassen, welche in der Regel unschwer ab-
geschéitzt werden konnen durch die Anteile der verschiedenen Klassen an einer
gegebenen Trainingsdatenmenge.

Eine Moglichkeit zur Schitzung von p(€|C;) ist, von den Trainingsdaten die-
jenigen auszuwéhlen, die zur Klasse C; gehoren und eine Schitzung der (nun
unbedingten) Wahrscheinlichkeitsdichte dieser Daten vorzunehmen. Ein kon-
ventionelles Verfahren dazu ist das sogenannte Parzen-Window Verfahren. Da-
bei wird fiir jeden Datenpunkt ein Schitzwert generiert, indem in einer lokalen
Umgebung fester Grofle (dem Parzen-Window) die Anzahl der in dieser Um-
gebung vorhandenen Datenpunkte durch das Volumen der Umgebung geteilt
wird. Bei grofien Datenmengen ist dies ein erheblicher Aufwand. Vektorbasierte
neuronale Netzwerke bieten die Moglichkeit, typische Reprisentanten fiir die
Datenpunkte zu finden. Die Generierung der Schitzwerte mufl dann nur noch
fiir diese Représentanten durchgefithrt werden.

Ein formales Ma# fiir die Ahnlichkeit zweier Wahrscheinlichkeitsdichten p(€)
und p(€) ist die Kullback-Leibler-Divergenz

e PO
L=—[p@) e

fiir die stets gilt, da L > 0 mit Gleichheit dann und genau dann, wenn die
zwei Wahrscheinlichkeitsdichten identisch sind. Natiirlich 148t sich die Kullback-
Leibler-Divergenz zwischen Wahrscheinlichkeitsdichte p(€) und Schiatzung p(€)
nur dann exakt berechnen, wenn p(¢) bekannt ist.

P(Cyl€) = (5.7)

5.4 Clustering

Unter Clustering versteht man im allgemeinen die Aufteilung einer Datenmenge
in Gruppen, sog. Cluster, derart, daf} die Daten innerhalb eines Clusters sich
ahnlich sind (geringe Intraclustervarianz) und sich die Daten aus unterschied-
lichen Clustern unihnlich sind (hohe Interclustervarianz). Im Unterschied zur
Klassifizierung gibt es beim Clustering keinerlei Informationen iiber etwaige
Klassenzugehorigkeiten. Einziger Anhaltspunkt fiir die zu treffende Untertei-
lung ist das fiir die Daten definierte Distanzmaf. Oft sind Clusteringprobleme
nur schwer prézise zu definieren (siehe Abbildung 5.2).

Man kann verschiedene konkrete Aufgabenstellungen unterscheiden, die z.B.
darin differieren, ob die Anzahl der gewiinschten Cluster a priori festgelegt
wird oder Resultat des Verfahrens selbst ist. Clustering ist stark verwandt mit
dem Problem der Vektorquantisierung. Einen guten Uberblick iiber existierende
Clusteringverfahren bietet Jain & Dubes [1988].
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Abbildung 5.2: Beispiel fiir die unscharfe Definition des Clusteringproblems.
Die Daten wurden aus 10 unterschiedlich zentrierten Normalverteilungen ent-
nommen. Durch Variation der gemeinsamen Standardabweichung o dieser Ver-
teilungen ergeben sich nacheinander verschiedene subjektive Aufteilungen in
Cluster, die mit sich verinderndem o kontinuierlich ineinander iibergehen.

5.5 Datenvisualisierung

Ein Problem, welches beim Umgang mit hochdimensionalen Daten immer wie-
der auftaucht, ist ihre Visualisierung. Einige vektorbasierte neuronale Netzwer-
ke haben eine Netzwerkstruktur fester und niedriger Dimensionalitit k (z.B.
ein zweidimensionales Gitter) und realisieren deshalb eine Abbildung der n-
dimensionalen Daten auf diese diskrete k-dimensionale Struktur. Oft bleiben
dabei Ahnlichkeitsbeziehungen in den urspriinglichen Daten enthalten, d.h. im
Eingaberaum benachbarte Daten werden auf identische oder benachbarte Ele-
mente des Netzwerks abgebildet. Das niedrigdimensionale Netzwerk kann gra-
phisch dargestellt werden und die Daten kénnen visualisiert werden, indem sie
bei demjenigen Netzwerkknoten dargestellt werden, auf den sie abgebildet wer-
den.

Entstammen die Daten einem niedrigdimensionalen Unteraum des R", so
besteht die Moglichkeit, daBl das vektorbasierte Netzwerk diesen Unterraum
findet. Wie die Abbildungen 5.3 und 5.4 zeigen, kénnen auf diese Weise auch
nichtlineare Unterrdume gefunden werden im Gegensatz zur Hauptkomponen-
tenanalyse (Kapitel 3), die nur lineare Unterrdume identifizieren kann. Es ist
jedoch oft schwer zu beurteilen, wie informationserhaltend die so durchgefiihrte
Dimensionsreduzierung ist. Da es nur fiir spezielle Fille bijektive Abbildungen
von hoch- in niedrigdimensionale Ridume gibt, kann es eine allgemeine Losung
auch nicht geben. Dariiberhinaus konnen die gefundenen Abbildungen stark
von der Initialisierung der Verfahren abhingen. Das gezeigte Beispiel ist ent-
sprechend nicht unbedingt ein typisches, sondern eher ein ausgewihlt gutes.

Im Bereich der Datenvisualisierung stehen die vektorbasierten Netzwerke
mit fester Netzwerkdimensionalitit in Konkurrenz zu anderen Ansitzen wie
Sammon’s Mapping [Sammon, 1969] oder Generative Topographic Mapping [Bi-
shop et al., 1998]. Eine Frage, die in diesem Zusammenhang immer wieder auf-
taucht, ist, inwieweit die Abbildung der hochdimensionalen Daten in einen nied-
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b) Mittelwerte

¢) Wachsendes Gitter d) wie c), aus anderer Perspektive

Abbildung 5.3: Ein zweidimensionales selbstorganisierendes Netzwerk (Wach-
sendes Gitter, siche Abschnitt 9.3) hat sich an eine dreidimensionale Daten-
menge angepaft. Die Daten (a) gehoren zu zwei Klassen und wurden aus einer
Mischverteilung von 40 Normalverteilungen generiert, deren Mittelwerte auf
zwei benachbarten Seitenflichen des Einheitswiirfels liegen (b). Das Resultat
eines datengesteuerten Wachstums einer zweidimensionalen Rechteckstruktur
ist in (c) und (d) dargestellt.



5.5. DATENVISUALISIERUNG 43

.0
..Qﬂg.. 0000
<RI < < B g >
®, 00 ' 0

R R R A A R an R R R o o SRR

Abbildung 5.4: Visualisierung der Daten aus Abbildung 5.3 a) mit Hilfe der
zweidimensionalen Netzwerkstruktur. Jeder Knoten des Netzwerks ist abhéngig
von der Klasse des nichsten Datenpunktes in schwarz oder weiss dargestellt.

rigerdimensionalen Raum topologieerhaltend ist, d.h. inwieweit Ahnlichkeitsbe-
ziehungen in den urspriinglichen Daten nach der Projektion noch erhalten blei-
ben. Mit der exakten Definition von Topologieerhaltung haben sich eine ganze
Reihe von Autoren mit unterschiedlichen Ergebnissen beschéftigt [Bauer & Pa-
welzik, 1992; Villmann et al., 1997; Goodhill & Sejnowski, 1997].
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Kapitel 6

Hartes Wettbewerbslernen fiir
endliche Datenmengen

Unter ,,hartem Wettbewerbslernen“ Verfahren, bei denen jedes Eingabesignal
nur die Adaption des Gewinners beeinflufit und nicht zusétzlich die Adaption
weiterer Einheiten.

Zwei grundsétzliche Varianten lassen sich unterscheiden. Die erste Variante
(z.B. LBG) wertet zunichst alle Eingabevektoren aus, bevor irgendein Refe-
renzvektor veréindert wird. Das erfordert zwingend eine endliche Eingabedaten-
menge. Derartige Verfahren werden auch als Batch- Verfahren' bezeichnet.

Bei der zweiten Variante (z.B. k-Means) wird nach jedem Eingabesignal
sofort eine Adaption des Gewinners vorgenommen. In diesem Fall ist es nicht
erforderlich, daf} die Eingabedatenmenge endlich ist, sondern die Eingabesignale
kénnen auch als potentiell unendliche Folge dem Verfahren zugefithrt werden.
Man spricht in diesem Fall auch von Online- Verfahren?.

Ein generelles Problem, das bei hartem Wettbewerbslernen auftreten kann,
sind sogenannte tote Einheiten (engl. dead units). Damit werden Einheiten be-
zeichnet, die — z.B. durch ungeeignete Initialisierung — fiir kein Eingabesignal
Gewinner werden und deshalb ihre Position stets beibehalten (siehe Abbil-
dung 6.1). Diese Einheiten tragen nichts zu dem Zweck bei, dem das Netzwerk
dient (z.B. Fehlerminimierung) und sind deshalb nicht genutzte Ressourcen,
die es zu vermeiden gilt. Eine iibliche Vorgehensweise, die das Entstehen toter
Einheiten weitgehend verhindert, ist die Initialisierung aller Referenzvektoren
mit Signalen gemif p(&) (bzw. aus der endlichen Datenmenge D). Diese Strate-
gie stellt sicher, daf} sich zumindest anfangs keine Einheit in einem Gebiet mit

'Diese Bezeichnung ist abgeleitet vom ,batch processing® (deutsch Stapelverarbeitung),
einer Betriebsart fiir Rechner, bei der jedes Programm komplett mit allen Eingabedaten in eine
Warteschlange eingereiht und zu einem spéteren Zeitpunkt ausgefiithrt wird. Die Programme
diirfen dabei keine weiteren Eingriffe erfordern. Ein typisches Beispiel wire die Berechnung
der endgiiltigen Einzelbilder eines computergenerierten Spielfilms.

’Diese Bezeichnung stammt her vom ,online processing®, einer Betriebsart fiir Rechner,
bei der wihrend der Ausfithrung eines Programms Daten durch einen Benutzer eingegeben
und/oder abgelesen werden miissen. Typische Beispiele dafiir wiren das Flugbuchungssystem
in einem Reisebiiro, ein Chatbereich im Internet oder auch eine aus der Distanz ausgefiihrte
chirurgische Operation, bei der die Bewegungen des Operateurs iiber ein Netzwerk auf eine
Roboterhand iibertragen werden.
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Abbildung 6.1: Tote Einheiten. Zwei Einheiten (links unten) des gezeigten Netz-
werks haben keine Chance, Gewinner zu werden, da sich ihre Voronoigebiete
nicht mit dem (grau schattierten) Gebiet positiver Wahrscheinlichkeitsdichte
iiberschneiden.

Wahrscheinlichkeitsdichte Null befindet.

Das folgende Problem allerdings bleibt bestehen: Wenn die Referenzvekto-
ren zufillig gemaf p(&) initialisiert werden, ist ihre zu erwartende lokale Dichte
proportional zu p(§). Fiir bestimmte Zielsetzungen ist dies ungiinstig. Sei etwa
das gesetzte Ziel Fehlerminimierung und sei die Wahrscheinlichkeitsdichte p(€)
stark lokal variabel. Dann ist es (im Sinne der gewihlten Zielfunktion) giinstig,
Gebiete hoher Wahrscheinlichkeitsdichte mit weniger Referenzvektoren zu ko-
dieren, als es die Proportionalitit zu p(€) angeben wiirde. Ein Beispiel dafiir
war in Abbildung 5.1 zu sehen. Noch deutlicher wird es, wenn man die Fliache
des kleineren Quadrats, aus dem nach Definition 50% der Signale kommen, ge-
gen Null gehen 148t. Im Grenzfall reicht ein einziger Referenzvektor, um alle
von dort kommenden Signale fehlerfrei zu kodieren. Die Proportionalitit zu
p(&) wiirde jedoch erfordern, die Hilfte der verfiigbaren Referenzvektoren dort
zu positionieren.

Entsprechend ist auch bei anderen Zielsetzungen eine Initialisierung gemaf
p(&) oft ungiinstig. Allerdings wird sie hiufig trotzdem verwendet, da es schwie-
rig ist a priori bessere Anfangspositionen zu finden. Die ausschliellich lokalen
Adaptionen, die mit hartem Wettbewerbslernen vorgenommen werden, sind je-
doch oft nicht in der Lage, ungiinstige Initialisierungen zu korrigieren. So wiirde
bei einer zufilligen Initialisierung gemifl der in Abbildung 5.1 gezeigten Ver-
teilung fast immer eine gleiche Anzahl von Vektoren in beiden Quadraten sein.
Dies kann durch hartes Wettbewerbslernen nicht gedndert werden.

Es sei angemerkt, daf§ Verfahren des weichen Wettbewerbslernens (Kapitel
8 und 9), bei denen jedes Eingabesignal die Adaption mehrerer Einheiten des
Netzwerks bewirkt, in der Regel viel weniger auf eine gute Initialisierung ange-
wiesen sind. Verfahren, die die Anzahl der Einheiten variieren (Abschnitt 8.4,
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9.2 und 9.3), haben dariiberhinaus die Moglichkeit, die Positionen der Einheiten
speziell der gestellten Aufgabe anzupassen.

6.1 LBG

Das LBG-Verfahren [Linde et al., 1980], benannt nach seinen Autoren Linde,
Buzo und Gray, ist eine Methode zur Bestimmung eines Kodebuches (Menge von
Referenzvektoren) zum Zwecke der Vektorquantisierung (siehe auch Abschnitt
5.1).

Das Grundprinzip von LBG ist, mehrfach jeden Referenzvektor w, zum
Schwerpunkt seiner Voronoimenge R, zu bewegen. Die theoretische Basis dafiir
ist, daf eine notwendige Voraussetzung fiir die Minimierung des Quantisierungs-
fehlers

BID, A = 1/|D| Y 3 1€ —wllP?
CEA EERC

durch eine Menge von Referenzvektoren {w.|c € A} die Erfiillung der sogenann-
ten Zentroidbedingung durch jeden einzelnen Referenzvektor ist [Gray, 1992].
Die Zentroidbedingung besagt, dal jeder Referenzvektor im Massenschwer-
punkt (Zentroid) der Wahrscheinlichkeitsdichte in seinem Voronoigebiet liegen
muf (siche dazu auch Seite 14 und Abbildung 2.3). Im Falle einer endlichen Ein-
gabedatenmenge und bei Verwendung der Euklidischen Vektordistanz reduziert
sich diese Bedingung zu

PR (6.1)

£E€R:

1
|Rel

We

also genau dazu, daf} jeder Referenzvektor im Schwerpunkt der Datenvektoren
seiner Voronoimenge R, liegt. Die rechte Seite von Gleichung (6.1) entspricht
genau der rechten Seite von Gleichung (2.9), d.h. der Zentroid einer Einheit
¢ ist genau der bedingte Erwartungswert fiir die Eingabesignale, fiir die ¢ der
Gewinner ist.

Wenn man alle Referenzvektoren gemifl (6.1) auf den Schwerpunkt ihrer
Voronoimenge verschoben hat, ist man jedoch im allgemeinen noch nicht fertig,
da sich durch die Verschiebung der Referenzvektoren auch die Voronoigebiete
und damit potentiell auch die Voronoimengen verindert haben. Deshalb wird
dieser Schritt solange wiederholt, bis sich keine Verinderung der Voronoimengen
mehr ergibt.

Das komplette LBG-Verfahren ist das folgende:

1. Initialisiere die Menge A mit N Einheiten ¢;
A= {Cl, Coy v vvy CN}.
Initialisiere die Referenzvektoren aller Einheiten:

w, := (zufillig aus D) (Ve € A)

2. Speichere den bisherigen Fehler:
FEipq = E[D,A]
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3. Bestimme die Voronoimenge R. fiir jede Einheit ¢ € A.

4. Setze den Referenzvektor jeder Einheit auf den Mittelwert ihrer Voronoi-
menge:

Z{ (Ve e A).

W, 1=

5. Wenn der aktuelle Fehler kleiner als der bisherige ist, d.h., wenn
E[D,A] < Fipa,
fahre fort mit Schritt 2.

6. Ergebnis ist das aktuelle Kodebuch {w.|c € A}.

Die Schritte 3 und 4 werden als Lloyd-Iteration bezeichnet. Jede Lloyd-
Iteration senkt entweder den Quantisierungsfehler oder 148t ihn unverdndert
[Gray, 1992]. Letzteres bedeutet, daf das Verfahren terminiert ist. Abbildung 6.2
zeigt ein Beispiel einer LBG-Simulation.

Die durch LBG erreichte Endkonfiguration stellt im allgemeinen nur ein lo-
kales Minimum der Fehlerfunktion dar. Welches lokale Minimum erreicht wird,
héngt sehr von den initialen Positionen der Referenzvektoren ab. Insbesonde-

teilung der Referenzvektoren auf Cluster zu verdndern. Stattdessen werden in
jedem Cluster die dort positionierten Referenzvektoren solange adaptiert, bis
dort (lokal) die Zentroidbedingung (6.1) erfiillt ist. Ist dies fiir alle Cluster der
Fall, ist LBG terminiert.

Bei Datenmengen, die deutliche Cluster enthalten, entscheidet sich also
schon bei der Initialisierung, welches lokale Minimum LBG bestenfalls erreichen
kann. Bei zufilliger Initialisierung durch Elemente der Datenmenge kann dies zu
sehr schlechten Ergebnissen fithren, insbesondere, wenn die existierenden Clu-
ster eine stark unterschiedliche Punktdichte aufweisen (siehe Abbildung 6.3).
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